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摘　要：多通道词嵌入模型在情感分析方面显示出卓越的性能，但往往未能充分利用文本中的图结构，多将各种词嵌入技术进行组合

应用。为了解决这一问题，本研究首先计算并归一化文本词汇的 TFIDF 权重，然后利用权重构建加权图，通过 Node2vec 训练获取节点嵌入向

量。同时，将 Word2vec 和 Bert 词向量合并，并结合权值，实现多通道特征学习。最后通过 R-Drop 结构提升泛化能力。实验结果表明，模型在

准确率和 F1 分数上分别比传统卷积模型提升了 3.35% 和 3.80%，与其他多通道模型相比，也显示出优越性。
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在线课程的质量除了能够通过亲身参与并直接体验得出外，还可以借助课程评论区中其他学习者的评

价来了解。学生间的这种互动反馈对其他学习者的选择具有重要的指导意义。

Bansal 等人［1］采用 Word2vec 模型将评论内容通过向量表示，并通过多种机器学习算法验证了词向量表

示的多分类器，可以有效提高情感分析任务中的准确率。研究表明，通过结合语义词关系和上下文信息，分

布式词向量能够显著提升情感分类的准确性。Joulin 等人［2］提出的 FastText 模型通过训练单词，将其表示平

均化作为文档输入，结合分类器进行情感分析。Devlin 等人［3］开发了一种新型语言模型，该模型在大规模语

料库上进行预训练，并通过微调技术应用于下游情感分析任务。这些预训练语言模型能够在网络中嵌入预

训练词向量，从而有效提高模型的性能。除此之外，Glove［4］、Elmo［5］等也能完成单词的预训练工作，但是这些

语言模型均建立在序列文本之上，输入形式单一。

为此，本研究提出了一种基于混合词嵌入的多通道 MOOC 评论情感分析模型。首先在利用传统词向量

的同时，构建评论文本的图结构，通过 Node2vec［6］训练取得节点词向量。融合两种不同的词向量，为模型提

供更多特征，丰富词的语义。本研究模型利用 R-Drop，进一步提高了模型泛化能力，从而可以更好地完成

MOOC 评论文本的情感分析。

1 相关工作

自卷积神经网络（CNN）用于文本分析任务以来，学者们一直利用 CNN 进行各种探索和尝试。Kim［7］在

情感分析中首次运用 CNN，并取得了显著的效果。在情感分析任务中，CNN 比循环神经网络（RNN）运行时

间短，能够利用更深层次的结构获得更多的分布式特征。Guo 等人［8］通过为不同的词赋予多个权重并将这

些权重应用于词的嵌入，将转换后的特征输入多通道 CNN 模型中得以实现文本分类。Liu 等人［9］利用注意

力机制学习两个上下文向量，结合双注意力机制和卷积神经网络进行句子表示和分类，并在基准文本分类
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数据集上进行测试，证明了模型的有效性。Lee 等人［10］提出了一种基于半监督词级情感嵌入的对话情感分

类方法，该方法利用 NRC 情感词汇表，通过添加单词级情感向量进一步获得话语级情感向量，最终基于 LSTM
实现情感分类。Park 等人［11］通过创建单词嵌入层，基于 CNN 实现了文本情感分类，但该模型未考虑多个句子

的上下文信息。陈波等人［12］利用粗糙集与自训练的两种词向量实现了对文本特征的提取，有效提高了向量表

示的时间成本。Wang 等人［13］利用 Microsoft 概念图和构建的多语义情感强度词典，获取词语的情感信息，从而

为词语提供更准确的语义和情感表达。Pham 等人［14］结合 Word2vec、Glove 的单词嵌入以及 one-hot，提出了一

种多卷积神经网络模型，在该模型中每个输入的单独表示均由一个卷积神经网络（CNN）处理，该模型在实际

情感分类任务中表现良好。范昊等人［15］通过融合 Bert、TextCNN、BiLSTM，结合词嵌入信息、文本特征以及上

下文信息，显著提升了新闻标题类别识别的准确率。

上述研究中的词嵌入模型主要通过三种方式提升性能：一是通过加权方法改进词向量；二是利用情感

词典增强语义表示；三是将先验知识融入情感分析中的单词嵌入。这些方法在理论和实验层面均证明了其

有效性，但大多局限于单词的向量表示。图结构本身蕴含着大量丰富的信息，通过学习图的节点嵌入，可以

为情感分析提供更多的特征信息。Yao 等人［16］运用图卷积网络进行文本分类，通过构建单词文档图，将传统

的分类问题转化为节点分类问题，获得了显著的效果。现有的图嵌入模型，如 Deepwalk［17］ 使用均匀随机游

动进行搜索，完成节点的训练。LINE［18］则通过邻域相似假设方式完成节点训练。相比之下，Node2vec［6］不仅

考虑了深度优先搜索（DFS）邻域，还利用广度优先搜索（BFS）邻域，并且引入两个超参数控制随机游走策略

完成节点的训练。本研究通过 TFIDF 技术构建加权图，利用 Node2vec 进行节点词向量的训练。这种方法与

传统词向量相结合，同时为模型增添图结构的相关信息，显著提高了本研究模型的情感识别准确率。

2 基于混合词嵌入的多通道 MOOC 评论情感分析模型

2.1 模型构建流程

本研究提出一种基于混合词向量的多通道模型，模型通过Word2vec生成词向量，并结合TFIDF进行加权优

化，同时利用Node2vec在依存句法分析和频繁序列构建的加权图上训练节点词向量，将两种向量进行位置嵌入

融合。在此基础上，引入R-Drop层，结合Dropout机制和正则化损失函数，有效提升模型的泛化性能和鲁棒性。

图 1 混合词嵌入的多通道模型示意图
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2.2 词嵌入层

2.2.1 节点词向量

在自然语言处理领域，图结构无处不在。例如，将一句话中的每个字按顺序连接起来，即可形成一个有

向图。然而，这种简单的图结构所包含的信息量十分有限。为了解决这一问题，本研究构建了两种图结构，

并将其进行融合，同时利用 Node2vec 算法进行图特征的学习。

（1）依存句法分析图。在传统的词嵌入模型预训练过程中，往往只是利用句子的上下文，通过遮蔽或者

替换的方式生成词向量。句子除了顺序结构外，还包含许多其他关系。语法结构对于识别文本情感模型非

常重要，尤其是对于包含相同词汇集但不同语法的课程评论。例如，“课程不好吗？”“课程不好！”这两句话

中，前者表示惊讶，后者则表达消极的情感。依存句法分析能够依据特定的语法，分析句子中的句法单位及

其之间的联系［19］。依存图用有向弧来表示，使用 spacy 进行依存句法分析产生的示例（图 2）。

Dep Ccomp

Advmod
Discourse Nusbj

! "# $ %& '( )*
PART

(+,-.)
ADV(/.) VERB

(0.)
VERB
(0.)

NOUN
(-.)

VERB
(0.)

图 2 依存图示例

以“很期待哦，坐等课程开始”为例，这句话主要包含五种依存关系，“很”与“期待”是状语关系，“期待”

与“哦”是话语关系，“坐等”与“期待”是限定关系，“坐等”与“开始”是从句补充关系，“开始”与“课程”是名词

性主语关系。利用 spacy 工具对文本评论数据进行句法依存分析，构建图结构，由此可以得到一个邻接矩阵

A = Xnxn. 
（2）频繁词序列图。在情感分析中经过分词处理的每一句话均可视为一个项的集合。通过设定不同的

支持度阈值，可以控制生成的频繁项，从而实现对评论数据的有效挖掘。支持度是指相关联的数据项X和Y
在数据集中出现的频次与总数据集的比值，公式如下

Support ( x,y ) = number ( x,y )
num ( Allsamples) （1）

在构建过程中，将节点 w1 和 w2 之间的边权设置为 TFIDFw1 与 TFIDFw2 之和。得到加权图后，将其输入

Node2vec 模型中进行节点词向量的训练，以获取节点词向量。

2.2.2 混合词向量

设计的词向量随机混合方法包含两部分，第一部分是利用 Word2vec 自训练的词向量，第二部分是

Google 基于 Bert 预训练的中文词向量，具体的混合方法如图 3 所示。

在词向量混合过程中，首先统计文本的高频词和低频词，然后利用 TFIDF 算法进一步确定文本特征词，

其中特征词采用文章自训练的词向量，其余词则采用 Bert 预训练的中文词向量。将获得的混合词向量与相

应词的归一化 TFIDF 值相乘，最终得到加权词向量。计算公式如下

Wv'i = WtfidfWvi （2）
其中，Wvi 是单词W的混合词向量，Wtfidf是单词W的 TFIDF 值。

2.2.3 位置嵌入

由于模型未采用 RNN 结构，因此难以有效捕捉文本的位置信息。为了解决这一问题，将位置信息进一

步融合到预训练的词向量中，从而得到融合词向量。采用 Vaswani 等人［20］提出的位置编码方式，计算公式

如下

PE( pos,2i ) = sin ( pos

10000 2i
dmodel

) （3）
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特征词

文本评论，
分词

TFIDF 计算，
特征词选取

Word2vec 词
向量

Bert 词向量

混合词向量

非特征词

PE( pos,2i + 1) = cos ( pos

10000 2i
dmodel

) （4）
其中，pos表示词语在文本中的位置，dmodel代表向量的嵌入维度，i表示嵌入向量的索引。

每个词位置嵌入后的表示如下

mvi = wvi + pvi （5）
其中，wvi表示文本第 i个位置的词向量，pvi表示文本第 i个位置的位置向量。

2.3 特征融合层

通过不同的卷积池化操作，获得了不同的特征。这些特征通过向量操作进行拼接，实现了特征融合。

具体操作如下

Xm = ∑k∈3, 5, 7
i=1 cnik （6）

其中，Xm表示融合后的向量，cnik代表经过通道 i、窗口为 k的卷积池化后得到的特征向量。

2.4 R-Drop 层

正则化是深度学习中用来提高模型泛化能力，改善过拟合现象的一种有效手段。Liang 等人［21］通过引入

一种简单的正则化策略 R-Drop，在神经机器翻译、文本摘要和图像分类等深度学习任务中验证了其有效性。

该研究主要基于 Transformer 模型，对其他模型进行实验，将 R-Drop 应用于 CNN 模型。R-Drop 的工作原理

如图 4 所示。

Sigmoid Sigmoid Sigmoid

Feed Forward

CNN CNN

FF

units dropped units

p1 ( y|x ) p2 ( y|x )Dkl ( p1|| p2 )
p1 ( y|x ) p2 ( y|x )Dkl ( p1|| p2 )

X X

图 4 R-Drop 原理图

图 3 混合词向量流程图
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R-Drop 通过最小化两个分布之间的双向 Kullback-Leibler（KL）散度，促使两个子模型对相同数据样本

的输出分布保持一致。

假设训练数据为{xi, yi}，模型为 pq ( x,y )，采用交叉熵函数作为损失函数，如式（7）所示

Li = -log pθ ( xi, yi ) （7）
R-Drop 作用于通过 Dropout 采样的子模型的输出。具体而言，在每个小批量训练中，每个数据样本经过

两次前向传递，每次传递由不同的子模型通过随机删除部分隐藏单元来处理。此时，R-Drop 的损失函数分

为两部分：一部分是常规交叉熵，如式（8）所示

Lcei = -log p (1)
θ ( xi, yi ) - log p (2)

θ ( xi, yi ) （8）
另一部分是对称 KL 散度，如式（9）所示

L (kl )
i = 1/2 [ KL ( p (1)

θ ( y|xi )||p (2)
θ ( y|xi ) ) + KL ( p (2)

θ ( y|xi )||p (1)
θ ( y|xi ) ) ] （9）

最终损失函数为这两部分的加权和，如式（10）所示

Li = L (ce)
i + αL (kl )

i （10）
3 实验

3.1 实验参数设置和数据集

3.1.1 实验数据集

本实验使用的语料源于中国大学 MOOC 网站的课程评论。收集的评论评分范围在 1~5 分之间，因此将

一星评论定义为消极情感，五星评论定义为积极情感。经过筛选，共获得 4 万条评论，其中积极评论和消极

评论各 2 万条。浏览后发现语料标注存在不准确的情况，因此需要人工对语料进行再次标注。经过人工再

次标注的数据被用作情感分类实验的语料，其中部分评论信息如表 1 所示。

表 1 MOOC 评论数据集示例

标签

1
0

评论

好的大学没有围墙，能有自己喜欢的很开心。

第二个男老师鼻音很重，听都听不清，讲得也不太好。

3.1.2 实验参数设置

实验参数设置如表 2 所示。其中，Node2vec_Size、Bert_Size和 Word2vec_Size表示词向量的嵌入维度。

表 2 实验参数

参数

Node2vec_Size
Node2vec_W
p

q

α
Bert_Size
Epoch
Word2vec_Size
Word2vec_W
Batch_size
CNN_W
Dr
Lr

参数值

125
5

0.5
2
5

125
20

125
5

32
［3，5，7］

0.4
0.001
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图 5展示了 Word2vec与 Node2vec在不同词嵌入维度下 TextCNN 模型获得的准确率。结果表明当维度为

125 时，模型能够取得较高的准确率。Node2vec_W 和 Word2vec_W 表示训练的窗口大小；Batch_size 表示数

据输入的批次大小；CNN_W 表示卷积窗口大小；Dr 表示 Dropout 的比率；Lr 表示学习率；Epoch 表示训练轮

数；α 表示 KL 散度的权值。

图 6 展示了不同 α 取值下，本研究所提模型在采用 Dropout 正则化策略时的准确率。结果显示，当 α 取值

为 5、Dropout 取值为 0.4 时，模型能够获得较高的准确率。

0.90

0.88

0.86

0.84

0.82

0.80
75     100     125    150   175     200    225    250    275    300

!"#$

%
&

'

Node2 ecv
Word2 ecv

图 5 不同嵌入维度模型准确率

0.900

0.895

0.890

0.885

0.880

0.875

0.870
1

!
"

#

3 5
α%

7 10

Dropout=0.1
Dropout=0.2
Dropout=0.3
Dropout=0.4
Dropout=0.5

图 6 不同 α 值与 Dropout模型准确率

参数 p被称为进出参数，参数 q被称为返回参数。为探究 p和 q的最佳参数值，本实验将节点的邻域W设

置为 5，从节点出发游走序列数目设置为 10，游走长度设置为 80，节点向量维度设置为 125. 采用 TextCNN 作

为基线模型，训练 10 轮。经测试，当参数在 p=0.5、q=2 时，模型获得最高准确率，相关数据如表 3 所示。

表 3 不同 p、q 参数下的准确率 单位：%   

p

0.25
0.5
1
2
4

q

0.25
86.72
86.20
86.65
86.78
86.21

0.5
86.70
86.72
86.02
86.90
86.96

1
86.52
86.41
86.60
86.82
86.20

2
86.68
87.07
86.70
86.75
86.83

4
86.26
86.82
86.57
86.50
85.96
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3.2 实验分析

3.2.1 对比实验

为验证该模型在 MOOC 评论情感分类上的有效性，通过对比以下模型的实验结果进行分析。选取的对

比模型如下：

SVM：支持向量机，一种经典的机器学习分类方法。

TextCNN［7］：使用卷积网络进行文本情感分析，采用随机初始化进行词嵌入。

TextRNN：利用循环神经网络进行文本情感分类。

TextCNN-Att：在卷积网络基础上添加注意力机制，用于文本情感分析。

Fasttext［2］：基于自训练的词嵌入模型，使用单词嵌入均值表示文档，利用分类器进行情感分析。

MWCNN［8］：为单词设置不同权重并应用于单词嵌入中，最后输入 CNN 中实现情感分类。

MCNN［14］：基于 CNN，利用多种单词嵌入方式实现文本情感分析。

Our model：本研究模型。

表 4 MOOC 评论数据集实验结果

Model
SVM
TextCNN
TextRNN
TextCNN-Att
Fasttext
MWCNN
MCNN
Our model

Accuracy（%）

84.70
85.92
87.09
87.32
87.42
88.20
88.26
89.27

Precision（%）

84.90
85.71
87.75
86.32
85.88
87.26
87.27
87.08

Recall（%）

83.97
86.11
86.11
88.61
89.22
88.94
89.56
92.50

F1（%）

84.43
85.91
86.92
87.45
87.52
88.09
88.40
89.71

由表 4 可知，各模型在 MOOC 评论数据集上的表现存在显著差异。其中，SVM 模型的各项指标明显低于

深度学习模型，这表明深度学习通过学习更深层次的特征信息，能够显著提升模型的性能。在深度模型中，

模型在所有评价指标上均取得最优结果，与 TextCNN、TextRNN 和 TextCNN-Att 三个基础模型的准确率相比，

其准确率分别提高了 3.35%、2.18% 和 1.95%. 具体而言，TextCNN-Att 在 CNN 基础上引入注意力机制，有效增

强了模型的学习能力。与 Fasttext 模型相比，多通道模型通过构建加权词向量并添加位置向量，显著提高了

模型准确率。此外，相较于标准的 TextCNN 模型，MWCNN 对单词进行加权处理，性能得到了明显提升，这验

证了单词加权策略的有效性。MCNN 模型通过多通道的优势取得了仅次于本模型的效果，但其仅采用传统

的词向量，未考虑其他向量形式，因此未能充分发挥多通道的潜力。多通道模型结合经典的 Bert 词向量与

自训练的 Word2vec 词向量，构建了混合词向量，并结合节点词向量，有效扩展了模型的特征输入形式，充分

发挥了多通道的优势，从而获得了理想的模型性能。此外，模型的召回率偏高，这应该与输入文本的长度有

关，积极评论比消极文本的平均长度要短 4 个字符。

3.2.2 不同向量初始化实验

为探究初始向量方式对模型性能的影响，选用 TextCNN 作为基线模型，分析词嵌入层参与和不参与神

经网络训练时的各项指标。其中，freeze 参数设置为 False，表示 Embedding 层参与神经网络的训练，freeze 值

为 True，则表示 Embedding 层不参与训练。采用以下词向量表示方式：R 代表随机词嵌入，B 代表 Bert 词向

量，W 代表 Word2vec 词向量，H 代表混合词向量，N 代表节点向量。
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从表 5 可以看出，采用随机初始化方式进行词嵌入时，各项指标均低于其他方法，进一步验证了预训练

模型的有效性。通过 Word2vec 训练得到的词向量准确率仅比随机初始化方式高 0.3 个百分点，这可能与预

训练语料库的规模有关。相比之下，虽然 Bert 词向量的准确率比 Word2vec 高 0.05 个百分点，但其 F1 值却低

0.34 个百分点。由于 Bert 词向量已经过降维处理，差异可能与正面和负面情感文本的长度以及词向量维度

有关。将两者混合的词向量结合了各自的优点，因此各项指标较为均衡。Node2vec 在所有方法中表现最

佳，其准确率比随机初始化方式高 1.14 个百分点，这表明节点嵌入的有效性。由此可见，针对小规模语料，

图结构所蕴含的特征比单纯的序列语言模型能够挖掘出更多信息。此外，文本的构图方式也可能存在一定

影响，当在图中添加频繁词序列特征时，准确率略有提升。

表 5 不同初始化方式比较

向量初始化方式

R

B

W

H

N（只有依存图结构）

N（添加序列图结构）

freeze
False
True
False
True
False
True
False
True
False
True
False
True

Accuracy（%）

85.92
77.91
86.07
78.51
86.02
77.96
86.65
78.67
86.96
84.65
87.06
84.88

Precision（%）

85.71
77.10
85.86
78.99
83.81
71.29
86.38
78.38
85.42
83.86
85.91
82.91

Recall（%）

86.11
77.60
86.17
76.39
89.04
81.74
86.73
78.46
89.04
84.59
88.36
87.00

F1（%）

85.91
77.35
86.01
77.67
86.35
76.16
86.55
78.42
87.19
84.22
87.12
84.91

3.2.3 不同权值归一化方式比较

不同归一化处理方式对词汇权值的影响各异。在利用词汇权值处理经典词向量和构建图结构时，这些

处理方式会对模型产生一定影响，实验分析不同条件下模型的性能。

由表 6 可知，进行归一化处理后模型性能的提升程度不同。当采用 Min-Max 标准化处理 TFIDF 值时，相

较于未经归一化处理模型性能分别提高了 0.23 和 0.34 个百分点。这一提升可能是由于原始数据分布较为

集中，归一化处理后的结果表现更佳。然而，Z-score 标准化处理反而降低了模型性能，这可能是由于该处理

使数据符合正态分布，从而削弱了 TFIDF 的特性。相比之下，百分比归一化方法在一定程度上缓解了 TFIDF

值过大的问题，并使模型性能有所提升。综上所述，通过 TFIDF 计算词的权重特征，并采用 Min-Max 标准化

处理后构建加权词向量和加权图，有效提升了模型性能。

表 6 不同权值归一化比较

Model

归一化方式

无

Z-score 标准化

百分比归一化

Min-Max 标准化

Accuracy（%）

89.04
89.08
89.11
89.27

Precision（%）

86.54
86.51
87.44
87.08

Recall（%）

92.40
92.54
91.28
92.50

F1（%）

89.37
89.43
89.32
89.71

3.2.4 通道与特征消融实验

为验证通道数目与特征添加的有效性，本研究开展以下实验。单通道模型采用 TextCNN，多通道模型则保

持模型结构，但采用不同嵌入方式进行实验。其中，R表示随机词嵌入，H表示混合词向量，G表示图节点向量。
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表 7 通道与特征消融实验

通道数

单通道

多通道

Model
R
H
G
R+R
H+H
G+G
R+H
R+G
H+G
H+G+R-Dorp

Accuracy（%）

85.92
86.65
87.06
85.90
86.67
87.18
86.55
87.07
88.65
89.27

Precision（%）

85.71
86.38
85.91
84.35
84.16
84.45
84.71
84.09
86.10
87.08

Recall（%）

86.11
86.73
88.36
88.52
91.01
90.54
89.68
88.67
92.31
92.50

F1（%）

85.91
86.55
87.12
86.38
87.45
87.39
87.12
86.32
89.09
89.71

由表 7 可知，相较于采用随机词嵌入的多通道模型，单通道模型的准确率和 F1 值相差并不明显。若只

是设置多通道而没有构建不同特征输入，只会增加模型的复杂度。而采用多通道模型和随机词嵌入方式与

其他方式的组合，模型性能仍取决于另一词向量的好坏。本研究利用 TFIDF 构建了混合词向量，依据依存

分析和频繁序列构建了加权图，通过训练获得了节点词向量。在多通道实验中，采用节点词向量与混合向

量的形式比其他组合方式取得了更高的准确率和 F1 值。相较于随机词嵌入，准确率和 F1 值分别提高了

2.75% 和 2.71%，可见本研究构建词向量的有效性。通过添加 R-Drop，模型的准确率和 F1 值有了进一步的

提高，可见 R-Drop 通过改进 Dropout，进一步提升了模型的性能。

4 总结

构建节点词向量与混合词向量，通过加权、添加位置信息，进一步完善词向量，利用多通道和分层

R-Drop 实现了对 MOOC 评论文本的情感分析。在实验分析中，首先通过对比分析模型，分析了模型的优点

和性能；针对不同嵌入方式进行了分析比较；接下来通过分析不同权值归一化方式，进行分析比较；最后进

行通道与特征消融实验，验证了多通道的优势与最佳向量组合的方式。本模型从词向量的角度出发，完成

了对 MOOC 评论数据集的分析，这对后续的教学评价情感分析具有一定的现实意义。本研究模型使用

TFIDF 方法计算词的权重，未来将尝试其他加权方法。
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A Multi-channel MOOC Review Sentiment Analysis Model based on 
Mixed Word Embeddings

WANG Nu-jian，JIA Can，SHEN Hong-xu，AIZIERGULI·Yusufu*

（College of Computer Science and Technology，Xinjiang Normal University，Urumqi，Xinjiang，830054，China）

Abstract：Multi-channel word embedding models demonstrate excellent performance in sentiment analysis，

but they often fail to fully exploit the graph structure in text, they simply combine various word embedding 

techniques. To address this issue，the method proposed in this paper first calculates and normalizes the TFIDF 

weights of the text vocabulary，then uses these weights to construct a weighted graph. Node2vec is used to train and 

obtain node embedding vectors. Meanwhile，Word2vec and Bert word vectors are merged and combined with weights 

to achieve multi-channel feature learning. Finally，Rdrop structure is utilized to enhance generalization ability. 

Experimental results show that，compared to traditional convolutional models，the proposed method achieves 3.35% 

improvement in accuracy and 3.80% enhancement in F1 score. Additionally，it also exhibits superior performance 

compared to other multi-channel models.

Keywords：Multi-channel；Word embedding；MOOC；R-drop；Node word vector
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